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Machine Learning (ML) — strojd\\\/‘é‘\\ué\gnie
/“/

Definicia Priklady vyuzitia

F
* veda o schopnosti pocitacov ucit sa bez toho ¢ Spam filter
aby boli explicitne naprogramované (Arthur Ny . : s1vvch

Samuel, 1959) Automaticke oznacovanie urazlivyc
i komentov v diskusnygh férach

* Stoji na pilieroch statistiky, informatiky a | N, ;
matematickej optimalizacie Segmgtaua ;f\\lfaznlkov -
* Je sucastou Data Science (Datovej vedy) * Odpordcanie filmov (Netflix) , pesniciek™ "3y

" ] > (Spotify), jedla, produkt®v a podobne.
e Jeden zo spbsobov, akym sa snazime i

dosahovat Al (Artificial Intelligence — umeld ° ©Oznacovanie priatelov na fotkachy(FB, mobil, |

inteligencia) )

* Hlavny zdmer: aby sa po¢itaé dokazal ugit ° Chatbot (automaticky asistena
samostatne, bez ludskej asistencie a aby to co  « Translatory

sa naucil, vedel aj prakticky aplikovat g

Detek€ia podvodc?v na-bankovych uctoch

Medicina — detekcia nadorov a podobne.

.‘_\\
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Rozdiel medzi ML a Statistikou
-
e Ciel
* Terminoldgia d
» Softver :
* VVelkost dat .

* \/lypoctovy vykon
* Interpretacia
 Black box (Cierna skrinka)

™
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THIS 1S YOUR MACHINE EARNING SYSTEM?

YUP! YOU POUR THE DATA INTO THIS BIG
PILE OF LINEAR ALGEBRA, THEN COLLECT
THE ANSWERS ON THE OTHER SIDE.

WHAT IF THE ANSLERS ARE WRONG? )

JUST STIR THE PILE UNTIL
THEY START LOOKING RIGHT.

Priklad Black Box

Zdroj: https://imgs.xkcd.com/comics/machine_learning.png



Typy ucenia
Na zaklade toho,
ako konkrétne
proces ucenia
prebieha, m6zeme
algoritmy
strojového ucenia
rozdelit do
nasledujucich troch
skupin:

P
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1. UcCenie s ucitelom (Supervised
machine learning)

~
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2. UcCenie bez ucitela

N

(Unsupervised machine learning)
- 4
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-
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3. UCenie formou odmenovania
(Reinforcement learning)

N

| 4
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Ucenie s uciteflom

* NajCastejSie pouzivany algoritmus ML  Typy ucenia s ucitelom:

* Predpokladom pre jeho pouzitia je Klasifikacia - mame&onecny pocet kategorii
existencia dostatoCne velkého trénovacieho (tried).a pri prichede nového vstupu chceme
datasetu, ktory obsahuje spravne oznacené zaradit, do ktofej kategodrie patri.
dvojice vstup — vystup (input — Regresia -ouziva sa na predpovedanie, resp.
output/feature-label). odhaekhodnoty nejakej spojitej premenne,;.

Training Data ML Algorithm Prediction

Apple Banana

—> — Class: Banana

Unseen and
unlabeled data

Zdroj: https://neurospace.io/blog/2020/08/what-is-supervised-learning/



UcCenie bez ucCitela

e Data nie su oznacené (unlabeled)
* Algoritmy sa snazia objavit, modelovat a popisat vzory v datach, s cielom dozvediet

sa hie€o viac

* Popisanie skrytych struktur v datach

* Najpouzivanejsim algoritmom je zhlukovanie —ispaja data d& skupin, ktoré maju
nieco spolocné

Priklad: segmentacia zakaznikov do skupin s podobnymi preferengiami.

|:> ALGORITMUS | ——

Zdroj: https://umelainteligencia.sk/algoritmy-strojoveho-ucenia-ii-ucenie-bez-ucitela/




Rozdiel medzi ucenim bez ucitela (hore) a s ucitelom (dole)

trénovacia faza

motorka

|:> MODEL

auto

Zdroj: https://umelainteligencia.sk/algoritmy-strojoveho-ucenia-ii-ucenie-bez-ucitela/



Ucenie formou
odmenovania
(Reinforcement
learning)

| Wi/
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V tomto pripade uz na ovanie modelu nepouzijeme ziadne
oznaceng, Ci neoznaéenéénovacie priklady. UcCenie tu prebieha
tak, ze vytvorime systém genta, ktorého nasadime do
prostredia a nechame ho nech sa uciprostrednictvem inte '
prostredim. \ A

Jediné ¢o mu musime urcit, su Pravidla ako sasmézev danom
prostredi spravat a tzv. odmenovaciu ﬁ]nm% Pomocou nej vie

agent vyhodnotit, ¢i rozhodnutie, ktoré praye vykonal bolo prefho
prospesne alebo nie. Nasledne metédou_pokus-omyl podobne
ako clovek skusa jednotlivé moznosti a nauci sa akésa ma idealne
spravat v jednotlivych %ituaciach. Modelovym |prikladom_gore
ucenie formou odmenovania je hra Sach (Deep blue vyhral nad
Kasparovom, 1997). |



Pre¢o Python?? N

* Najpopularnejsi programovaci jazyk pouzivany na

implementaciu ML a Data Science
’ Ve '4 7 .
* Jednoduchy a Citatelny /

e Opensource, freeware

* Vopred pripravené kniznice pre ML a Deep L&nlng

* Masivna podpora komunity L] .
: . . S , A qvorca:Guidovan Rossum
* Najpopularnejsi programovaci jazyk podla TIOBB-_ i\ vshiky: 1991 |
indexu, ktory sa aktualizuje raz za mesiac. T |
https://www.tiobe.com/tiobe-index/ ’
* Druhy najziadanejsi programovaci jazyk , (Zdroj: e g |
https://www.devjobsscanner.com/) ' o



IDE pre Python

 Shell

* iPython

e Spyder (Anaconda)
 Jupyter Notebook
* PyCharm

* VS Code

e Google Colab

e Data Spell

e A dalsie...



Kniznice Pythonu pre datovl vedu a strOJove
ucenie

NumPy - praca s mnoho(viac)rozmernymi datovymi polami, linearna S{/al/ ebra, ,
pseudonahodné generovanie cCisel, linearna regresia, loglstlcka regre aive Bayes atd.

%
SciPy - vedecka vypoctova kniznica.
Matplotlib - najzakladnejsi balik na vizualizaciu udajov v Pythone

L}
Seaborn - kniZnica vizualizacie dat zaloZena na matpleglib.

Pandas - najpopularnejSia kniZnica na spracovanie a anlyzu dat:-: 2o

Scikit-learn - sa bezne pouziva pri rieSeni problémov str010veho ucenidia datove] Vedy
Obsahuje mnohé ML algoritmy. . .

TensorFlow - kniZnica, ktora sa zameriava sa najma na tréning a odvodenie hlbokych
neurdénovych sieti . .

© \
Keras - podmodul TensorFlow na vytvaranie neuronovych sieti na vysokej urovni rozhrania. |
® ‘
®
9
Pytorch - pouZziva sa na implementaciu hlbokého ucenia a neurénovychSieti na obrovskych @
suboroch udajow. \



https://numpy.org/
https://scipy.org/
https://matplotlib.org/
https://seaborn.pydata.org/
https://pandas.pydata.org/
https://scikit-learn.org/stable/
https://www.tensorflow.org/
https://keras.io/
https://pytorch.org/

Tipy a triky

Chat GPT

. .
S

Github Copilot



Supervised Learning

Postupnost krokov -
, , 80 percent of a data scientist's
1 D a’ ta valuable time is spent simply finding,
] cleansing, and organizing data, leaving only
2. Exploratfvna anawza 20 percent to actually perform analysis...
IBM Data Analytics
3. Cistenie a priprava dat -
4. Definovanie cielovej premennej (target/label) a nezawslth
oremennych (features) " B
5. Rozdelenie premennych na trénovaciu atestovaciu ast -«
6. Aplikacia algoritmu (.fit a .predict) e
7. VWyhodnotenie uspesnosti modelu \ °
. o 7 e ®
8. Optimalizacia hyperparametrov



Supervised Learning
Klasifikacia

* Klasifikacia — snazime sa predpovedat jednu z istého

nozstva tried

* Pri klasifikacii systém dostane vstupné vzory“a informaciu o tom, do
akej triedy patria. Ciefom je naucit sa spgdvne klasifikovat lubovolné
dalSie vstupné vzory — t.j., zatriedit ich do pristusnej triedy. ' o

—a . —
o |

N
& o )

* Typy klasifikacie

1. Bindrna (dichotomicka) — len dve mozné cielové triedy (ano/nle 0/1a
podobne)

2. Viacnasobna - viac ako dve cieloveé triedy ®-

L
)



Klasifikacné algoritmy '

1. Rozhodovaci strom (Decision Tree) -
2. Nahodny les (Random Forest)

3. K-najblizsi sused (KNN — K-Nearest Ne‘hbors)

4. Linearna diskriminacna analyza . =4

5. Logisticka regresia . |
® R @

6. Naive Bayes
7. Metoda podpornych vektorov (SVM - Support Vector Machmes)
8.a dalsie.. - 5 s



Klasifikacia
Hodnotenie kvality modelu

. o S TP+TN
Actual Values * Accuracy (uspesnost) =
| o TP+TN+FP+FN
Positive (1) Negative (0) (nie‘je vhodnapre nevyvazeny dataset)
% Positive (1) Tp
z * Precision (pregnost) =
g ’ TP+FP
B Negative (0) (Uspesnost-predikcie\jednej triedy)
" : : TP
e TP (True positive) a TN(True negative) — * Recall (pokrytie) =——=
spravne odhadnuté hodnoty
* FP (False positive) a FN (False negative) — B R Sre = o Lrecisidifecall

nespravne odhadnuté hodnoty precisiontrecall



Regresia

* Pre regresnu ulohu je cieflom predikovat ¢iselnu premennu, napriklad

Algoritmy pre regresny problém:

0N CoR S =

cena bytu v zavislosti od polohy bytu, rozlohy bytu, veku a podobne.

Classification Regression

Linearna regresia

13.4 13.8

Hrebenova regresia (Ridge regression) JREE 1 148
LASSO regresia = s
Rozhodovaci strom |

Nahodny les

sVvVV/

Metdda podpornych vektorov
Polynomicka regresia

XGBoost Zdroj: https://realpython.com/knn-python/



https://files.realpython.com/media/knn_06_MLclassificationregression.6029d11323aa.png

S
Regresia - vyhodnotenie kvality modelu
° ° V 4 ’/’
1. Miery presnosti prognoz:
Rozptyl chyb MSE (Mean Square Error) MSE = %Z?ﬂ(yi — 9;)?

Smerodajna odchylka chyb prognéz RMSE (Root mean square error) RMSE = \VMSE

Miery presnosti su zalozené na merani chyby prognozy — rozdiel medzi skutocnou a
odhadnutou hodnotou ¢; = y; — y; (kde e; nazyvame reziduum)

Cielom je minimalizovat chyby progndzy

2. Koeficient determindcie 5 = ()’ 1, €(0,1)
e vyjadruje kvalitu regresného modelu — interpretujeme ho v percentach

* uddva, kolko percent variability zavisle premennej Y vieme vysvetlit:- pomocou daného
odhadnuteho regresného modelu. Zvysna cast potom predstavuje percento nevysvetlenej
variability, ktoré pripisujeme inym vplyvom alebo nahode.

. hOdanIty blizke 0 predstavuju velmi zly model a hodnoty blizke k 1 znacia dobru kvalitu .\._\
modelu.



Ucenie bez ucitela

(Unsupervised
learning)




Ucenie bez ucitela (unsupervised learning)

*Pouziva sa pri datach, ktoré neboli vopred oznacene. Chyba nam teda ,,spravna-6dpoved®.
*MobZzeme mat totiz pripady, kedy tuto spravnu odpoved nie je moziné odpozorovat alebo ju ani
sami nevieme jednoznacne urcit. Algoritmy ucenia bez ucitela sa potomV tychto neklasifikovanych
datach snazia objavit, modelovat a popisat vzory, s cielom dozvediet sa o tychto datach nieco viac.
*Algoritmus teda nepride na spravny vystup, ale preskima data a.popise skryté struktury v tychto
neoznacenych datach.

Zdroj: https://towardsdatascience.com/unsupervised-learning-
algorithms-cheat-sheet-d391a39de44a



Yann LeCunn-ov kolaé |

»Ak by inteligenciou bol kolac, ucenie bez ucitela by bol
kolac, ucenie s ucitelom by bola poleva a ucenie s
odmenovanim by bola ceresnicka na torte.”

*\/'yrokom chcel vyzdvihnut doélezitost a obrovsky
potencial algoritmov ucenia bez ucitela

*Yann LeCunn (narodeny 8.6.1960 vo Francuzsku)
*Vice-prezident a séf Al v Meta
*Profesor na New York University

‘,



1. Redukcia dimenzionality

e Povazuje sa za metddu predpripravy dat

* Cielom je znizenie poctu vstupnych premennych v subore
e Algoritmy: metdda hlavnych komponentov (PCA — PrincipalComponent Analysis),
nelinearna redukcia dimenzionlity (Manifold Lear'ning), utoenkddery
(Autoencoders) — Specialna architektdra umelych neuronovych sieti
.
2. Detekcia anomalii (Anomaly/Outlier Detection) o7 -

e Povazuje sa za metddu Cistenia a pripravy dat (Data Wk\aggling)

o

* Pouziva sa ale aj ako uloha na odhalenie podvovov (Fraud Detectlon)

* Algoritmy: Tukey metoda medzikvartilového rozpatia, z-skore, |zolovan¥ les, SVM
lokalny odlahly faktor a iné. °o . )8



3. Zhlukovanie (Clustering)

* Cielom zhlukovania je rozklad suboru objektov na niekolko relativne rovnorodych
podmnozin (zhlukov) tak, aby objekty patriace do roéznych zhldkov si boli ¢o
najmenej podobné a objekty patriace do toho istého zhluku si"boli podobné co
najviac t.j., algoritmus vytvara zhluky prvkov s pedobnymi vlastnostami

* Ukazkovym prikladom je segmentacia zakaznikov do skUpin s podobnymi prefe-
renciami.

e Zhlukovanie sa podoba klasifikacii, ale na rozdi€l od nej zaraduje prvky do tried
bez mien

Zdroj: Hou, Shujun. (2021)." Research on the
Application of Datd®Mining Technology in thé
Analysis of College Students’ Sportsy Psychology.
Mobile Information. Systenfs. 2021. 1-7.
10.1155/2021/6529174.




Introduction to Clustering

| can see
a pattern

Zdroj: https://data-flair.training/blogs/clustering-in-machine-learning/
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Algoritmy zhlukovania | e

~—
~

1.Hierarchické zhlukovacie metédy — nevyzaduji apriori poznat polet zhlukov an
vyhoda oproti nehierarchickym postupom. Nevyhodou je, ze objekt, ktory uz bol zar
na urcitej Urovni zhlukovania, nemoze byt znovuzaradeny do iného na dalSej Urovni
*Metdda najblizSieho suseda
*Metoda najvzdialenejsieho suseda o
*Metoda priemernej vzdialenosti
*Centroidna metdda
*Medianova metdda ‘
*Wardova metdda B 2

@

je ich hlavna
y do jedného zhluku
zhlukovania.

7 ©

2.Nehierarchické zhlukovacie metody — vychadzaju z poziadavky ap\r‘i-érnej znalosti o _poc“:te zhlukov na

zaCiatku analyzy. Ide o iteracné postupy, ktoré sa obvykle zacinaju zadanim pociatocného rozkladu suboru,

ktory sa postupne vylepsuje. ’ . |
*Metoda typickych bodov

V4 ° .
*Metdda k-priemerov °® o



Metdda k-priemerov (K- means)

*Je zalozena na centroidnom koncepte, kde centroid je taziskovy bod/geometricky stred — priemer ukazovatelov v
jednotlivych zhlukoch. Na zaciatku su centroidy umiestnené nahodne. Iteracnym postupom sa poloha centroidov
optimalizuje - posuvaju sa na zaklade vypocitanych novych stredn{/cg hodnbt ce€ntroidov. Na konci analyzy
sa centroidy nachadzaju v strede konecnych zhlukov.
*PoCet pociatocnych centroidov vypocCitame na zaklade vnudtrozhtukovej homogenity a metddy
lakta (Elbow method). Mierou homogenity (inertia) je vnutrozhlukova“suma Stvorcov odchylok od priemeru
zhluku (SSE — sum of square error). Optimalny pocet centroidov je ta I‘nota, kde sa pokles SSE vyrazne spomali a

od daného bodu klesa uz len velmi pomaly. — -8
° ,

| o )
Postup: L \
1.Vyber k pociato¢nych zhlukovych centroidov ® ¢ 2
2.Zaradenie kazdého objektu do zhluku, ku ktorému je najblizSie (euklidovska vzdialenost)
3.Premiestnenie centroidov na zaklade optimalizacie polohy a znovuzaradenie alebo premiestnenie
kazdého objektu do jedného z k zhlukov ®

4.Ukonéenie premiestovania alebo znovuzaradovania objektov, ak uréemépravidlo d®sahuje pozadované kritérium .

(poloha centroidu je optimalizovana).

.‘_\\



K — Means Clustering

©JRS

Zdroj: https://medium.com/@quantum_tunnel/getting-started-with-k-means-clustering-
in-python-d4be91464cfb
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Kontaktné udaje:
Ing. Silvia Komara, PhD., Katedra statistiky, Fakulta hospodarsk
Ekonomicka univerzita v Bratislave, Dolnozemska cesta 1, 8
e-mail: silvia.komara@euba.sk

rmatiky,
35 Bratislava,

Projekt: - ; "
VEGA c . 1/0431/22 - Implementacia inovativnych pristupov modelovania rizik
v procese ich riadenia v internych modeloch poist’ov«\r\n' v kontexte s )

poziadavkami direktivy Solvency Il . |

Vypracovaneé: * | ®
Januar 2024 '
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