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Tézy prednášky

• Autoregresné modely 

• Stacionárne a nestacionárne procesy

• Model transferovej funkcie

• Dynamický regresný model s jednou 

vysvetľujúcou premennou

• Lineárny regresný model s korelovanými 

rezíduami

• Všeobecný dynamický regresný model



Autoregresný model rozložených časových oneskorení  

 

ADL(p, k, ) – Autoregressive distributed lag 
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t
y  je stacionárny časový rad,  

itjx ,  je hodnota nestochastickej premennej jX  v oneskorení it  ; alebo premenná jX  je 

stochastická  pre ktorú platí 0),( , itjt xE   pre všetky t, i = 1, 2, ...,   a j = 1, 2, ..., k,  

p je počet oneskorení stochastickej premennej Y, 

k je počet vysvetľujúcich premenných v modeli, 

  je maximálny počet oneskorení i v premennej 
j
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0  konštanta modelu 

i  pre i = 1, 2, ..., p autoregresné koeficienty  

ij ,
  parciálne regresné koeficienty resp. krátkodobé multiplikátory pri itjX ,  

 
 



Časový rad ako stochastický proces 

  

Časový rad Tyyy ,...,, 21  chápeme ako jeden výsledok (realizáciu) 

stochastického procesu.  

 

Stochastickým procesom rozumieme v čase usporiadanú postupnosť T 

náhodných premenných TYYY ...,,, 21 , ktoré majú združené rozdelenie  

pravdepodobnosti.  

 

Stochastické procesy 

 

 stacionárne 

 nestacionárne 

 

Nestacionárne procesy v strednej hodnote  

 

 s deterministickým trendom 

 so stochastickým trendom  

 

Nestacionárne procesy v rozptyle 
 



Stacionárne procesy 

           

Striktná stacionarita  
 

Pravdepodobnostné rozdelenie náhodného vektora ( kttt yyy  ,,, 1  ) je rovnaké 

ako pravdepodobnostné rozdelenie vektora ( mktmtmt yyy  ,,, 1  ), t.j. ich 

združené distribučné funkcie sa rovnajú 
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Slabá stacionarita 

  

 Ttyt ,  má vlastnosti:   
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Proces bieleho šumu 

 

t
  nekorelované náhodné premenné s rovnakým 

     rozdelením pravdepodobnosti pre t = 1, 2,..., T, ak pre všetky t platí 
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t  pre t = 1, 2,..., T  je stacionárny proces,  

t  je gaussovský proces, ak jeho združené rozdelenie pravdepodobnosti je 

normálne  
 



 

Lineárny proces 

 

Wold (1938)  
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Nestacionárne procesy 



Proces náhodnej prechádzky (RW) 

 

RW  AR (1)   ak 11   
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Ak začiatok procesu je v čase t = 0 a deterministická začiatočná podmienka je 

0y = 0 
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Vlastnosti RW 
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Proces náhodnej prechádzky s posunom (RW with drift) 
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Vlastnosti RW s posunom 
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Transformácia nestacionárneho procesu na stacionárny 



Transformácia nestacionárneho procesu s deterministickým trendom  

na stacionárny 
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tt ty   10     je stacionárny  

 

ty  je trendovo stacionárny 



Transformácia nestacionárneho procesu so stochastickým trendom  

na stacionárny 
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Označenie 

ty  I(0) 

ty   I(1)        



Integrované procesy 
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Testovanie stacionarity testom jednotkového koreňa 

 

Random Walk versus AR(1) 
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Dickey a Fuller (1979)  
 

ttct yy   1                RW  

ttct ycy   11        RW s posunom 1c  a trendom  

ttct ytccy   121  RW s posunom a det.trend 
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Dickey a Fuller tabelovali kritické hodnoty, závisiace od typu modelu a dĺžky 

časového radu T  

 

Kritické hodnoty označili RWDF  alebo 
1c

DF  alebo 
21 ,ccDF  

 

Kritický odbor na    
   

 ak DF  ako príslušná kritická hodnota  

 

oH  zamietame, t.j. ty  je stacionárny proces 
 



Rozšírený Dickeyho-Fullerov (ADF) test 

Random Walk versus AR(p) 
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Identifikácia krátkodobej dynamiky autoregresných procesov 



Autokorelačná funkcia (TACF) stacionárneho procesu ty  
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Vlastnosti 

 10  , 

 
2

0 yk    a 1k , 

 kk    a kk    symetria okolo 0k , pretože časová vzdialenosť medzi 

dvojicami premenných ktt yy ,  a tkt yy ,  je rovnaká.  

 

Empirická ACF 
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Bartlettov test (1946) 

  

0H : 0k  proti 1H : 0k  

 

ak 0k  pre qk   a za predpokladu asymptotickej normality 
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Parciálna autokorelačná funkcia (TPACF) 

kk  miera závislosti ty  a kty  , ak 12,1 ...,,  tktkt yyy  sa nemenia. 

 

Empirická PACF (Darbin 1960) 
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Queunouille 1949 

0H : 0, kk  proti 1H : 0, kk  
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Autoregresné modely 

Modely ADL(p, 0, 0) = AR(p) 



Autoregresný proces AR(1) 
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Vlastnosti AR(1) 

 

Podmienka stacionarity: 11   

Stredná hodnota:  
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k 1  ,  

 pre 0k  exponenciálne klesá k nule,  

 ak 01  , indukuje zotrvačnosť v znamienku susedných hodnôt, ACF klesá 

v kladných hodnotách, 

 ak 01  , treba očakávať časté zmeny v znamienkach susedných hodnôt 

časového radu, ACF klesá s alternujúcimi znamienkami, začínajúc so 

záporným znamienkom. 

 

TPACF 

111    a pre 1k  sú 0kk , bod zlomu v 10 k . 
 



Autoregresný proces AR(2) 
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Vlastnosti AR(2) 

 

Podmienky stacionarity: 121  , 121   ,  
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TACF:    2211   kkk  , pre k = 1, 2, ... 

má tvar lineárnej kombinácie dvoch exponenciálne klesajúcich postupností, 

alebo tvar sínusoidy s exponenciálne klesajúcou amplitúdou.  
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               0kk  pre k = 3, 4,.... 20 k  je bod zlomu.    



Prítomnosť cyklu 
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Autoregresný proces AR(p) 
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Vlastnosti AR(p) 

 

Podmienka stacionarity: 11  , ..., 1p  
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TACF: pkpkk    ...11 , pre k = 1, 2,... 

 

Ak sú korene rovnice   0Bp  reálne, ACF exponenciálne klesá k nule.  

Ak sú korene  rovnice   0Bp  komplexné, ACF exponenciálne klesá k nule 

v sínusových vlnách.  

 

TPACF: 0kk  je v oneskoreniach k = 1, 2,..., p 

               0kk                                pk               
 



 

 

Odhad a verifikácia modelu 



Test normality náhodných porúch 
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Jarque-Bera test (1987) 
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Opatrenia pri zamietnutí 
0

H  o normalite náhodných porúch 

 

 Transformovať asymetriu rozdelenia Boxovou-Coxovou (1964) 

transformáciou 

  log , ak sú dáta zošikmené vpravo 

   ,  ak dáta sú dané ako počet napr. osôb a pod.    

 Prijať 
1

H  a doplniť AR model modelom ARCH, GARCH pre rezíduá.  

 Modelovať odľahlé pozorovania pomocou umelých premenných.      

 Použiť robustné metódy odhadu. 

 



Test neautokorelovanosti náhodných porúch pomocou ACF 
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Kritický odbor  pre  = 0,05  Trk 2)ˆ(   



Boxov-Pierceov  Q – test (1970) a Ljungov-Boxov Q * – test (1978) 
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Breuschov-Godfreyov všeobecný test autokorelácie (1978) 
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Odhadneme LRM model 

Vytvoríme pomocnú rovnicu rezíduí a vysvetľujúcich premenných 
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Príčiny autokorelácie náhodných porúch 

       

 zotrvačnosť vo vývoji radu 

 zlá špecifikácia modelu 

 výber počtu posunov 

 výber premenných  

 

Dôsledky autokorelácie rezíduí 

 

 Odhad modelu MNŠ neskreslený, konzistentný, ale nie je výdatný. 

 Štandardné odchýlky odhadnutých parametrov podhodnotené  parametre 

významné, t-test  a F- test nevhodný. 

 Štandardná odchýlka rezíduí podhodnotená   
2R  nadhodnotený.    

 



Dynamické modely s jednou vysvetľujúcou premennou 

 

 

ADL(0, 1, ) = DL(1, )  model s nekonečným rozloženým oneskorením 

Koyckov prístup k modelu s  rozloženým oneskorením (1976) 

ADL(1, 1, 0) model s adaptívnym očakávaním 



ADL(0, 1, ) = DL(1, )  

Model s nekonečným rozloženým oneskorením  
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kde 

t  biely šum,  

0  je regulačná konštanta, 

i  multiplikátory 
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t.j. koľko percent z celkového vplyvu jednotkovej zmeny X sa premietlo do 

priemernej zmeny Y  za obdobie t, t – 1, t – 2, ..., t –  . 



Koyckov prístup k modelu s  rozloženým oneskorením (1976) 
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Koyckova transformácia 
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kde 1 tttu    MA(1), pretože .1  
 



Dôsledky Koyckovej transformácie 

 

 zníženie počtu parametrov v DL 

 

 vylúčenie možného problému multikolinearity 

 

 z modelu ADL (0,1,) = DL (1,)  sme získali model ADL(1,1,0) 

 

 prítomnosť časovo oneskorenej vysvetľovanej premennej ako 

vysvetľujúcej stochastickej  premennej porušuje predpoklad týkajúci sa 

požiadavky nekorelovanosti s tu   

 

 vznikol problém autokorelácie, tu  sú autokorelované 

 

 treba preskúmať platnosť 0),( 1  tt uyE , Durbin h test 

 

 
 



Durbin h test pre model typu Koycka ADL(1, 1, 0) 
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kde 

)ˆvar(  rozptyl odhadnutého parametra  ,  

T dĺžka časového radu.  

DW je Darbinova a Watsonova štatistika rezíduí tû  
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ADL(1, 1, 0) model s adaptívnym očakávaním 

 

ttt xy   *10  , t = 1, 2,..., T 

 

Y  dopyt po peniazoch,  

X* očakávaná dlhodobá úroková miera,   

  náhodná zložka.  

 

Cagan, P. (1956) a Friedman, M. (1957) - Hypotéza adaptívnych očakávaní    
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Porovnanie modelov 

 

Koyckov model 
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Model s adaptívnym očakávaním 
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 Formálna podobnosť modelov ale odlišná interpretácia. 

   nemá ekonomickú interpretáciu, naopak   je koeficient očakávania. 

 Modely sú typu ADL. 

 Náhodné poruchy sú autokorelované. 
 



Viacnásobný statický LRM s autokorelovanými rezíduami 

ADL(0, k, 0) 

 



ADL(0, k, 0) viacnásobný statický LRM 
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0,j  - parciálne regresné koeficienty 

- marginálne efekty, reakcia na zmenu v jX  pre j = 1, 2, ..., k sa 

uskutoční priamo, v tom istom časovom období t 

 

       - marginálne elasticity 

 



Dynamický LRM - SLRM s korelovanými náhodnými poruchami 
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model LRM+ARMA(p, q)=MARMA(p, q) 
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Problém falošnej regresie 

 

 

Granger, C. W. J. a Newbold, P. (1974)  

 

 generovali dvojice nezávislých premenných 

    X  RW a  Y  RW  

 metódou Monte Carlo zistili: 75 % výsledkov potvrdilo lineárnu závislosť 

X, Y (prijali nesprávnu hypotézu) 

 Formulovali pravidlo: 

 

       Ak WDR 2

 ide o falošnú regresiu  

 



Autoregresný model rozložených časových oneskorení  

 

ADL(p, k, ) – Autoregressive distributed lag 
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y  je stacionárny časový rad,  

itjx ,  je hodnota nestochastickej premennej jX  v oneskorení it  ; alebo premenná jX  je 

stochastická  pre ktorú platí 0),( , itjt xE   pre všetky t, i = 1, 2, ...,   a j = 1, 2, ..., k,  

p je počet oneskorení stochastickej premennej Y, 

k je počet vysvetľujúcich premenných v modeli, 

  je maximálny počet oneskorení i v premennej 
j

X  

0  konštanta modelu 

i  pre i = 1, 2, ..., p autoregresné koeficienty  

ij ,
  parciálne regresné koeficienty resp. krátkodobé multiplikátory pri itjX ,  
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